



Regresión lineal simple



	Disponemos de n pares de observaciones (Xi , Yi), (y= 1, 2,...,n) y deseamos ajustar una línea recta a la nube de puntos resultante.



	Comenzamos con un modelo. Puesto que asumimos que la relación funcional de Y y X es lineal, será de la forma:



� INCRUSTAR Equation.2  ���



	Lo que hay que calcular son los parámetros (0  y (1, (  es una variable aleatoria y se llama término de error.



	Consideraremos tres métodos para la estimación de los parámetros (i.





Regresión por mínimos cuadrados



	Se trata de estimar los parámetros (i de manera que la línea recta resultante minimice la suma de los cuadrados de las desviaciones de las observaciones respecto a dicha línea. En definitiva, se trata de minimizar la cantidad SSD siguiente que es precisamente la suma de los cuadrados de las desviaciones:



� INCRUSTAR Equation.2  ���



	Derivando e igualando a cero:



� INCRUSTAR Equation.2  ���

es decir



� INCRUSTAR Equation.2  ���

	Éstas son las llamadas ecuaciones normales, y resolviéndolas obtenemos� INCRUSTAR Equation.2  ���

� INCRUSTAR Equation.2  ���



donde  � INCRUSTAR Equation.2  ���  y  � INCRUSTAR Equation.2  ��� .



	Por tanto la ecuación de predicción será



� INCRUSTAR Equation.2  ���



	Para cada valor de Xi podemos calcular el residual � INCRUSTAR Equation.2  ���.



	De la primera ecuación normal se deduce que la suma de las desviaciones residuales en cualquier problema de regresión que contenga el término (0 en el modelo, es nula. En la práctica no sucede así debido a errores de redondeo.



�


Regresión MINMAD



	Se trata de minimizar la media de los valores absolutos de las desviaciones de las observaciones con respecto a la línea de regresión.



	Ahora hay que estimar (0 y (1 minimizando



� INCRUSTAR Equation.2  ���



lo cual es lo mismo que minimizar



� INCRUSTAR Equation.2  ���



	Para simplificar el análisis, primeramente impondremos a ( 0 y ( 1 que además cumplan Y0 = ( 0 + ( 1 X0  para un par dado (X0 , Y 0). Dado (X0 , Y 0) transformamos los datos:

� INCRUSTAR Equation.2  ���� INCRUSTAR Equation.2  ���



	Entonces



� INCRUSTAR Equation.2  ���



	Así el problema es ahora calcular un ( que minimice



� INCRUSTAR Equation.2  ���



	El grafo de la función f i (()=| y i - ( x i | para cada y, consiste en dos semirrectas con un mínimo en � INCRUSTAR Equation.2  ��� y pendientes | x i  | y -| x i  |, como es sencillo comprobar. A continuación exponemos los enunciados de dos resultados, de sencilla demostración, que nos van a permitir resolver este problema.



Proposición. La función � INCRUSTAR Equation.2  ��� , para los valores dados de    (x i , y i ), i=1,...,n , es una función lineal a trozos y convexa.



Proposición. La función f (() tiene las siguientes propiedades:

	

1. La pendiente del segmento del extremo de la izquierda es � INCRUSTAR Equation.2  ���, y la del de la derecha es � INCRUSTAR Equation.2  ���.



2. Los vértices de la poligonal f (() son de la forma � INCRUSTAR Equation.2  ���, donde � INCRUSTAR Equation.2  ��� es el mínimo de f i ((). Si (i1,...,in ) es un conjunto de índices tales que � INCRUSTAR Equation.2  ��� , entonces la pendiente de f (() se incrementa en � INCRUSTAR Equation.2  ���al pasar por � INCRUSTAR Equation.2  ���.



	Estos resultados nos proporcionan un método para calcular el mínimo de       f ((). El mínimo se alcanza en un ( (r) tal que

� INCRUSTAR Equation.2  ���



	Si esta última suma es cero, entonces todos los ( tales que � INCRUSTAR Equation.2  ��� son óptimos y podemos escoger ( (r)  o ( (r+1) con igual probabilidad. Así, � INCRUSTAR Equation.2  ��� en el modelo original serán (recordemos cómo hemos transformado el problema:



� INCRUSTAR Equation.2  ���



Ejemplo � REF _Ref351131328 \n �
1.2
�.1. Consideremos los datos de esta tabla donde algunos cálculos ya están hechos:



i�Y i�X i�y i�x i�yi /x i�Rango��1�22�50�-8.4�-12.5�0.672�8��2�25�54�-5.4�-8.5�0.635�6��3�34�56�3.6�-6.5�-0.554�2��4�28�59�-2.4�-3.5�0.686�9��5�26�60�-4.4�-2.5�1.760�12��6�32�61�1.6�-1.5�-1.067�1��7�30�62�-0.4�-0.5�0.800�10��8�30�65�-0.4�2.5�-0.160�4��9�28�67�-2.4�4.5�-0.534�3��10�34�71�3.6�8.5�0.423�5��11�36�71�5.6�8.5�0.659�7��12�40�74�9.6�11.5�0.835�  11��

	Así tenemos i 1 = 6, i 2 =3, etc...



	Consideraremos � INCRUSTAR Equation.2  ���



	Tenemos � INCRUSTAR Equation.2  ���.





Ahora vamos añadiendo � INCRUSTAR Equation.2  ��� a la suma � INCRUSTAR Equation.2  ���:



l�0�1�2�3�4�5�6�7��S l�-71�-68�-55�-46�-41�-24�-7�10��

	En esta tabla, a cada Sl  le hemos sumado � INCRUSTAR Equation.2  ���, de manera que, por ejemplo, -71+2·1.5=-68. Y así sucesivamente hasta el séptimo paso, donde al fin el resultado es positivo.



	Luego el óptimo es � INCRUSTAR Equation.2  ���.



� INCRUSTAR Equation.2  ���



	De ahí que la línea de regresión sea



� INCRUSTAR Equation.2  ���







	Ahora vamos a prescindir de la restricción de antes. Hemos de calcular ( 0 y ( 1 tales que Y = ( 0 + ( 1 X , y que minimicen



� INCRUSTAR Equation.2  ���



	Está claro que� INCRUSTAR Equation.2  ��� es una función convexa, y así lo es también f ((). Dado un punto z(R2, la línea de regresión que pasa por z pasa también por el ( Xr , Yr ) de donde sale el ((r)  óptimo:



� INCRUSTAR Equation.2  ���



	Luego podemos calcular las líneas pasando por los puntos (X i , Y i ) dados y escoger la mejor.











	Algoritmo.



Paso 1. Partir de cualquier punto de entre los datos dados. Por ejemplo (X 1 , Y 1). Calcular los (0(1)  y (1(1) óptimos. Sea f 1 la correspondiente f (().



Paso 2. La línea calculada anteriormente pasa por un punto de los datos dados, por ejemplo (X 2 , Y 2). A partir de este punto calculamos (0(2) y (1(2) y el f2 correspondiente será menor o igual que f1. Repetimos el procedimiento hasta que la línea de regresión que pasa por (Xt , Yt ) pase también por el punto (Xt-1 , Yt-1). Ésta es la mejor línea de regresión, ya que f (() es convexa.





Ejemplo � REF _Ref351131328 \n �
1.2
�.2



	En el ejemplo anterior:



Pasando por el punto�Línea de regresión óptima�Pasa también por��(X 1 , Y1)=(50, 22)�Y-22=0.667(X-50)�(59,28) (62,30) (71,36)��(X2 , Y2)=(59,28)�Y-28=0.667(X-59)�(X 1 , Y1)��

	De ahí que esta última sea la línea de regresión MINMAD para los datos dados en el ejemplo 2.2.1.



�Regresión MINMAXAD



	Ahora el método para calcular la línea de regresión consiste en minimizar el máximo de los valores absolutos de las desviaciones (MINMAXAD).



	Se trata de calcular ( 0 y ( 1 tales que sean solución de



� INCRUSTAR Equation.2  ���



	De momento discutiremos el problema sin el término (0. Si � INCRUSTAR Equation.2  ��� y � INCRUSTAR Equation.2  ���, se puede demostrar que g(() es una función lineal a trozos convexa. Los vértices de g(() no son necesariamente los puntos Yi/Xi como ocurría antes. Los vértices de g(() son las coordenadas ( de las intersecciones de las líneas g(()=Yi+Xi( o g(()=-(Yi+Xi() con las líneas g(()=Yj+Xj( o g(()=-(Yj+Xj() para cada i(j.



	Luego, es posible calcular todas las intersecciones y escoger aquella en que g(() es mínimo.

�Regresión lineal múltiple



	Ahora observamos p-1 variables X1, ... , Xp-1 variables y también una variable Y. Si hacemos n observaciones:



� INCRUSTAR Equation.2  ���    		� INCRUSTAR Equation.2  ���



	Sea � INCRUSTAR Equation.2  ���

	Nuestro modelo será � INCRUSTAR Equation.2  ��� y así tendremos

 � INCRUSTAR Equation.2  ���	donde	� INCRUSTAR Equation.2  ���



El método de mínimos cuadrados



	El método de mínimos cuadrados para estimar (  consiste en minimizar � INCRUSTAR Equation.2  ��� con respecto a (:



� INCRUSTAR Equation.2  ���



	Derivando con respecto a ( e igualando a cero:



� INCRUSTAR Equation.2  ���  (Ec. normal)



	Si X es de rango p, X’X es definida positiva y no singular y existe solución única:



� INCRUSTAR Equation.2  ���



� INCRUSTAR Equation.2  ���



	Luego el mínimo de � INCRUSTAR Equation.2  ���se alcanza precisamente para � INCRUSTAR Equation.2  ���.

�

Estimación de mínimos cuadrados con restricciones lineales consistentes



	Tenemos el problema:



Minimizar�� INCRUSTAR Equation.2  �����sujeto a�� INCRUSTAR Equation.2  �����

donde A es una matriz q(p conocida de rango r, C es un vector columna conocido y (‘( es lo del apartado anterior.



	El lagrangiano es � INCRUSTAR Equation.2  ���.



	Derivando e igualando a cero � INCRUSTAR Equation.2  ��� y � INCRUSTAR Equation.2  ���:



� INCRUSTAR Equation.2  ���



	Resolviendo obtenemos 

� INCRUSTAR Equation.2  ���

 donde � INCRUSTAR Equation.2  ��� es la solución del problema sin restricciones.



	Si � INCRUSTAR Equation.2  ���, � INCRUSTAR Equation.2  ��� y � INCRUSTAR Equation.2  ��� son estimadores insesgados de (. Si la matriz de varianzas-covarianzas de ( es de la forma (2In, entonces � INCRUSTAR Equation.2  ��� es el estimador lineal insesgado de mínima varianza de a’(, para todo a. Si � INCRUSTAR Equation.2  ���, maximizar la función de verosimilitud equivale a minimizar (‘(, así � INCRUSTAR Equation.2  ��� es también el estimador de máxima verosimilitud.

�

Estimadores sesgados



	Dado el modelo general � INCRUSTAR Equation.2  ���, con � INCRUSTAR Equation.2  ���, si X’X es casi singular, la varianza total es demasiado grande en la práctica. Con tales matrices se utilizan ciertos estimadores, conocidos como ridge estimators (¿estimadores “cresta”, o “dilatados”?), dados por



� INCRUSTAR Equation.2  ���



	Siempre existe un k>0 tal que el error cuadrático medio total es menor para � INCRUSTAR Equation.2  ��� que para � INCRUSTAR Equation.2  ���. Otra clase de estimadores sesgados es de la forma (� INCRUSTAR Equation.2  ��� � INCRUSTAR Equation.2  ���, se conocen como shrunken estimators (¿”encogidos”?).

�Regresión MINMAD



	El problema consiste ahora en



Minimizar�� INCRUSTAR Equation.2  �����sujeto a�� INCRUSTAR Equation.2  ������d, ( cualesquiera.��

	Haciendo di= d1i-d2i con d1i, d2i(0:



Minimizar�� INCRUSTAR Equation.2  �����sujeto a�� INCRUSTAR Equation.2  ������( cualquiera���d1, d2 ( 0��

	Definimos:



� INCRUSTAR Equation.2  ����matriz de orden n((p+2n)��� INCRUSTAR Equation.2  ����vector de orden p+2n��� INCRUSTAR Equation.2  ����la j-ésima columna de A��� INCRUSTAR Equation.2  ����

los coeficientes de la función objetivo��

	De esta manera el problema se transforma en el siguiente



Minimizar�� INCRUSTAR Equation.2  ���                                       (2.4.1)��sujeto a�� INCRUSTAR Equation.2  ���   ���� INCRUSTAR Equation.2  ������� INCRUSTAR Equation.2  ���  cualesquiera.��

	A continuación se desarrolla en el libro toda la teoría de programación lineal necesaria para la resolución de este problema, incluyendo el análisis de la geometría del conjunto de soluciones y condiciones suficientes para la existencia de una solución óptima. Aquí omitiremos esa parte por ser materia ya conocida de la asignatura Métodos de programación matemática.



	Una solución básica factible del problema 2.4.1 es:



� INCRUSTAR Equation.2  ���



y cero en el resto de los Wj.

�


Procedimiento del simplex para la regresión MINMAD



	Aunque en el libro se discute razonada y pormenorizadamente el procedimiento del simplex adaptado a este problema, aquí nos limitaremos a resumir brevemente el algoritmo, pues se trata de cuestiones de programación lineal ya conocidas.



Comenzar con la solución básica factible dada en la sección anterior. Si Wp+n+r está en la base, multiplicar por -1 la fila correspondiente de la tabla inicial del simplex. Como de costumbre, � INCRUSTAR Equation.2  ���, donde CB  es el vector  de coeficientes básicos y (j  es la j-ésima columna de la tabla del simplex. El valor Z de la función objetivo se calcula como de costumbre, pero cambiado de signo, y deberemos tener en cuenta que en tablas sucesivas el valor de la función objetivo es -Z
�
.



Criterio para escoger el vector que entra en la base.



� INCRUSTAR Equation.2  ���



	Se escoge j tal que alcance el máximo de las dos cantidades anteriores. Si no se puede escoger ninguna de las dos cantidades es que se ha alcanzado el óptimo.



Criterio para escoger el vector que sale de la base.



	Si Cj-Zj>0 escoger r tal que � INCRUSTAR Equation.2  ���



	Si Cj-Zj<0 escoger r tal que � INCRUSTAR Equation.2  ���



donde RB denota el conjunto de variables básicas que están restringidas en el problema, WBi es la i-ésima variable básica, y (rj  es el elemento de la fila r y columna j de la tabla del simplex.



Una vez alcanzado el óptimo, los parámetros (i se hallan en las variables W1...Wp, y el error absoluto en la r-ésima observación es Wp+r+Wp+r+n.



�
Algoritmo modificado de Barrodale y Roberts



	Se consideran únicamente las (j no básicas para entrar en la base en las primeras iteraciones. El valor de la variable (j que entra en la base se incrementa o disminuye según sea Cj-Zj  menor o mayor que 0.



	Podemos modificar el algoritmo como sigue:



(*)

Calcular � INCRUSTAR Equation.2  ���.



Si � INCRUSTAR Equation.2  ��� y � INCRUSTAR Equation.2  ��� son de distinto signo, se introduce la variable correspondiente en lugar de la r-ésima en la base.



En caso contrario cambiamos todos los Ck-Zk por Ck-Zk+2(rk, y Z por Z-2WBr. Cambiar la variable básica d1r o d2r por d2r o d1r, respectivamente. Multiplicar la r-ésima fila por -1. Descartar Br para salir de la base. Ir a (*).



�

Ejemplo 2.6.1. Aplicar lo anterior a los datos:



� INCRUSTAR Equation.2  ���



	Formamos la tabla inicial:



� INCRUSTAR Equation.2  ���



	El pivote es la componente entre corchetes. El correspondiente � INCRUSTAR Equation.2  ��� es del mismo signo que � INCRUSTAR Equation.2  ���. Por tanto hacemos el correspondiente cambio en la última fila, cambiamos la variable básica de la quinta fila, que queda descartada para salir de la base, y multiplicamos dicha fila por -1. Evidentemente no es necesario pivotear sobre la totalidad de las tablas. La tabla queda, pues, como sigue



� INCRUSTAR Equation.2  ���



	Estamos en el mismo caso, por lo que procediendo análogamente, obtenemos la siguiente tabla:



� INCRUSTAR Equation.2  ���



	En este caso ambos valores son de distinto signo, por lo que deberemos pivotear. Para ello necesitamos adjuntar la columna de d13 a la tabla. Nótese que el pivoteo no funciona para el valor Z de la función objetivo, que deberemos calcular como CBWB . La nueva tabla:



� INCRUSTAR Equation.2  ���



	Estamos en el mismo caso anterior, por lo que repetimos el proceso obteniendo:



� INCRUSTAR Equation.2  ���



	Se cumplen las condiciones de optimalidad dadas para el método del simplex, así que hemos terminado. La línea de regresión es



� INCRUSTAR Equation.2  ���



�


Dualidad en regresión MINMAD



	Dado el problema

Minimizar�� INCRUSTAR Equation.2  ���                                       (2.7.1)��sujeto a�� INCRUSTAR Equation.2  ���   ���� INCRUSTAR Equation.2  ������� INCRUSTAR Equation.2  ���  cualesquiera.��

el problema dual es





Maximizar�� INCRUSTAR Equation.2  �����

sujeto a�� INCRUSTAR Equation.2  ������� INCRUSTAR Equation.2  ��� cualquiera��

	Sea V=(+e. Así Y’(=Y’V-Y’e y como Y’e es constante, maximizar Y’( equivale a maximizar Y’V.



� INCRUSTAR Equation.2  ���



y entonces las restricciones se convierten en



� INCRUSTAR Equation.2  ���



	Así ahora el problema es



Maximizar�Y’V                                            (2.7.1)��sujeto a�X’V=X’e���0(V(2e��



	Para resolverlo se necesita utilizar un método de programación lineal con variables acotadas. El motivo de formular el problema de esta manera es el ahorro de memoria y tiempo de cálculo en ordenadores.

�




Método para variables acotadas



	Este método se utiliza porque el tamaño del problema se reduce al no tener que incluir en la tabla las n restricciones que salen de 0(V(2e, aparte de las de no negatividad. En el libro se elabora el algoritmo razonadamente. Aquí sólo lo resumiremos. El método es similar al que figura en las UU. DD. de Métodos de programación matemática.



	 Partimos del problema 2.7.1. Sea Xj’ la j-ésima columna de X’. Sea N2(B) el conjunto de variables no básicas que se encuentran en su cota superior 2.



	Sean una base B y un vector VB (0(VB(2e) tales que



� INCRUSTAR Equation.2  ���.



	Sea � INCRUSTAR Equation.2  ��� y � INCRUSTAR Equation.2  ���.



Paso 1. Sea j tal que � INCRUSTAR Equation.2  ��� donde



� INCRUSTAR Equation.2  ���



	Si no existe tal j, ir al  Paso 3, y si existe ir al Paso 2.

�

Paso 2. Calcular ( = min{(1, (2, 2} donde



	� INCRUSTAR Equation.2  ��� donde i recorre los (ij>0 si j=j1, y recorre los (ij<0 si j=j2.

	� INCRUSTAR Equation.2  ���, i recorre los (ij<0 si j=j1, y recorre los (ij>0 si j=j2.



	CASO 1  j=j1.



(i) (=(1 y la columna r sale de la base. Pivoteamos para que entre X’j. Ir al  Paso 1.



(ii) (=(2. X’j entra en la base y reemplaza a la columna r de B donde (2 alcanzó su valor que contiene X’q. Transformar la tabla. Restar 2(q de VB. La columna X’q va a su cota superior q. Ir al Paso 1.



(iii) (=2. X’j va a su cota superior. Restar 2(j de VB. Ir al Paso 1.



	CASO 2  j=j2.



(iv) (=(1 y la columna r sale de B. Transformar la tabla, sumar 2 a VBr, y restar 2(q a VB. X’j baja a su cota inferior. X’r va a su cota superior 2. Ir al Paso 1.



(v) (=(2 y el mínimo se toma en i=r. Pivotear para reemplazar la columna r, o sea, X’q por X’j. X’q va a su cota superior 2. Sumar 2 a VBr y restar 2(q al VB así obtenido. Ir al Paso 1.



(vi) (=2. X’j baja a su cota inferior. Sumar 2(j a VB. Ir al Paso 1.



Paso 3. Cuando todos los Yj-Zj(0, j(N2(B) y Yj-Zj(0, j(N2(B), la solución es óptima. VB contiene los valores de las variables básicas, y los V en cota superior tienen el valor 2. Se obtiene el vector (  calculando CBB-1, como es lógico, pues estábamos resolviendo el problema dual.



��
Añadir nuevas variables al modelo



	A la nueva variable (p  le corresponde una columna de observaciones Xp+1, con Cp+1=0. ( no está restringido.



	Calculamos � INCRUSTAR Equation.2  ���.



	Si la cantidad anterior es cero, la solución básica actual sigue siendo óptima para (p=0. En caso contrario introducimos en la tabla la columna � INCRUSTAR Equation.2  ��� y el Cp+1-Zp+1 calculado antes, y continuamos con el algoritmo.



	Si lo hacemos utilizando el problema dual, el método será similar al que veremos en la próxima sección..



�Esta modificación es de mi cosecha, ya que tal como se exponen en el libro las fórmulas de cambio de base, no serviría el pivoteo acostumbrado para calcular ese único elemento de la tabla. Haciendo lo que yo digo, el pivoteo funciona perfectamente en toda la tabla.
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